
 

1 

 

Literature Review:  

Metode Jaringan Neural Konvolusi (CNN) Untuk 

Pemrosesan Gambar 

 
1Grace Lamudur Arta Sihombing 

1Institut Agama Kristen Negeri (IAKN) Tarutung 

graceshbg@gmail.com  

  

Abstract. Convolutional Neural Networks (CNN) adalah salah satu jenis model arsitektur 

jaringan saraf tiruan yang efektif dipergunakan dalam pemprosesan gambar, pengenalan pola 

klasifikasi citra. Sejak metode ini diperkenalkan hingga saat ini mengalami banyak sekali 

pekembangan dan peningkatan, Namun model ini juga memiliki beberapa kelemahan. Penelitian 

ini dilakukan dengan tinjuan literatur dari berbagai sumber yaitu: jurnal nasional dan 

internasional yang bereputasi yang bisa memberikan pemahaman yang mendalam tentang 

bagaimana model CNN memproses gambar, seperti apa tren dan pencapaian terbaru penggunaan 

model ini. Dengan mengidentifikasi dan mengalisis area penelitian yang menarik, penelitian ini 

dapat memberikan saran dan wawasan tentang kemungkinan arah pengembangan CNN di masa 

depan. Dalam penelitian ini ditemukan bahwa penggunaan CNN dalam pemprosesan gambar 

sudah mengalami banyak kemajuan yang signifikan. Namun ada beberapa hal yang menarik 

untuk pengembangkan teknologi lebih lanjut yaitu 1) Peningkatan efesiensi dan efektifitas CNN 

dalam memproses data gambar dengan resolusi tinggi. 2)  Integrasi CNN dengan pembelajaran 

mendalam (deep learning) atau Visison Transformer dalam pemprosesan gambar. 3) Penerapan 

CNN dalam berbagai domain aplikasi selain medis misalnya kemanan, otomatisasi dll.  
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1. Pendahuluan 

Convolutional Neural Network (CNN) merupakan pengembangan dari metode Deep Neural 

Network - Multilayer Perceptron (MLP)[1] yang didesain untuk mengolah data dua dimensi dan 

memiliki kedalaman jaringan yang tinggi. CNN adalah jenis arsitektur jaringan saraf tiruan yang paling 

sering digunakan dalam pemrosesan gambar dan pengenalan pola visual. CNN sudah terbukti sangat 

efektif dalam tugas-tugas seperti klasifikasi gambar, deteksi objek, segmentasi gambar, dan telah 

mencapai terobosan besar dalam skema pengenalan gambar [2] [3], dan dapat dipergunakan diberbagai 

aplikasi[4]. Pada penelitian Mawan [5] menggunakan CNN untuk klasifikasi motif batik dengan akurasi 

sebesar 65% dengan menggabungkan Grayscale dapat meningkatkan akurasi sebesar 5%. Pada 

penelitian Bariyah at al [6] juga menemukan CNN memiliki akurasi sebesar 91,41%.  

 

Convolutional Neural Networks (CNN) telah berhasil diterapkan dalam berbagai tugas pemrosesan 

gambar. Nugroho [7] menggunakan CNN untuk mengenali ekspresi wajah manusia dengan akurasi 90% 

pada pelatihan dan 65% pada validasi. Sabilla [8]mengusulkan arsitektur CNN yang dimodifikasi untuk 

klasifikasi buah, mencapai akurasi 96% menggunakan Support Vector Machine (SVM) pada lapisan 

yang terhubung penuh. Pratama [9] mengembangkan model CNN untuk menentukan "gagrak" wayang 

kulit, mencapai akurasi 92,27%. Azmi [10] mengimplementasikan CNN untuk klasifikasi batik tanah 

liat Sumatera Barat, memperoleh tingkat akurasi 50%. Penelitian-penelitian ini menunjukkan 

keefektifan CNN dalam tugas-tugas pemrosesan gambar, dengan berbagai tingkat keberhasilan. 

Namun, waktu komputasi CNN dapat menjadi kelemahan, terutama pada arsitektur dengan jumlah 

lapisan dan filter yang banyak[3],[8],[11]. Sehingga pada artikel ini, akan dibahas beberapa kelemahan 

CNN yang menjadi peluang dan untuk penelitian selanjutnya. 
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2. Metodologi   

Metode yang digunakan dalam penelitian ini adalah tinjauan literatur review. Tinjauan pustaka 

adalah proses pencarian dan penelitian literatur dengan membaca dan mengevaluasi berbagai jurnal, 

buku, dan naskah terbitan lain yang berkaitan dengan topik penelitian guna menyusun artikel dengan 

topik tertentu[12]. Melakukan literatur review secara mendalam melalui jurnal dan buku dengan kata 

kunci Convolutional Neural Networks dan pemprosesan gambar (image prosessing). Teori yang 

digunakan adalah terbitan terbaru untuk menemukan teori yang sudah ada dan yang akan 

dikembangkan. 

 

3. Pembahasan dan Hasil  

3.1 Perkembangan CNN dalam Pemrosesan Gambar 

Evolusi CNN dalam pemrosesan gambar telah ditandai dengan kemajuan yang signifikan dalam 

arsitektur dan aplikasi. Bhatt 2021 [13] memberikan gambaran umum yang komprehensif tentang 

perkembangan CNN, mengkategorikannya ke dalam delapan kelompok dan mendiskusikan 

kekuatan dan kelemahannya. Potensi teknologi CNN dalam pemrosesan gambar telah diakui di 

berbagai bidang, termasuk teknologi militer Buzási 2003[14] dan CNN yang dapat mengorganisir 

diri sendiri Itoh 2005 [15]. Bal 2004 [16]lebih lanjut meningkatkan kemampuan CNN dengan 

memperkenalkan arsitektur jaringan saraf seluler wavelet dan algoritma pembelajaran, yang telah 

diuji untuk aplikasi pemrosesan gambar 2D. Evolusi CNN dalam pemprosesan gambar terus 

berkembang dan lebih baik.  

3.2 Kemajuan Arsitektur CNN 

Berbagai arsitektur varian CNN dijelaskan pada gambar berikut ini, kategori arsitektur varian 

CNN[13] : 

 

 
 

Gambar 1. Kemajuan Arsitektur CNN 

 

3.2.1 CNN Berbasis Eksploitasi Spasial (Spatial Exploitation-Based CNN) 

Fungsi aktivasi, langkah, ukuran filter, laju pembelajaran, jumlah lapisan, neuron, bias, 

bobot, dan sebagainya adalah beberapa parameter CNN. Karena operasi konvolusi 

memperhitungkan lokasi piksel input, berbagai ukuran filter dapat digunakan untuk 

mempelajari berbagai tingkat korelasi. Granularitas bervariasi di antara ukuran filter yang 

berbeda; umumnya, filter berukuran besar mengekstrak informasi berbutir kasar, 

sedangkan filter berukuran kecil mengekstrak informasi berbutir halus. Oleh karena itu, 

para peneliti mulai menggunakan filter spasial pada awal tahun 2000-an dalam upaya untuk 

meningkatkan kinerja. Korelasi antara filter spasial dan pembelajaran jaringan ditemukan. 

Selama waktu ini, sejumlah pengujian menunjukkan bahwa CNN dapat bekerja lebih baik 

pada detail kasar dan halus dengan memvariasikan filter. 
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3.2.2 CNN Based on Depth 

Arsitektur Deep CNN memungkinkan jaringan untuk secara efisien mendekati fungsi target 

dengan menggunakan lebih banyak pemetaan (nonlinier) dan hirarki fitur yang lebih 

kompleks. [17]. Kedalaman jaringan sekarang menjadi faktor penting dalam pembelajaran 

yang diawasi. Sistem yang dangkal kurang berhasil dalam merepresentasikan kelas fungsi 

yang diberikan daripada jaringan yang dalam. Pada tahun 2011, Bengio dan Szegedy 

menemukan bahwa jaringan yang lebih dalam dapat mempertahankan dampak jaringan 

dengan biaya yang lebih rendah. [18]. Untuk operasi yang kompleks, jaringan dalam secara 

komputasi lebih efisien. Kompetisi ILSVRC-2014 melihat kinerja terbaik dari VGG dan 

Inception, mendukung gagasan bahwa kedalaman adalah faktor penting dalam 

mengendalikan kapasitas pembelajaran jaringan. 

 

3.2.3 CNN with Multiple Paths 

Salah satu jenis jaringan buatan yang unggul dalam tugas-tugas yang kompleks adalah 

CNN. Karena gradien yang menghilang, masalah ledakan, atau penurunan kinerja lebih 

mungkin terjadi ketika kedalaman meningkat daripada overfitting. Kesalahan pengujian 

dan pelatihan keduanya meningkat sebagai akibat dari masalah gradien yang menghilang 

[19]. Sebuah teori konektivitas multi-lintasan atau lintas-lapisan disarankan untuk jaringan 

pembelajaran yang mendalam. Dengan menghilangkan beberapa tahap di antaranya, 

konektivitas lintas-lapisan, juga dikenal sebagai multi-path, memungkinkan koneksi lintas-

lapisan secara analitis dan memungkinkan aliran informasi yang disesuaikan di antara 

mereka. Koneksi lintas lapisan digunakan untuk mempartisi jaringan ke dalam wilayah 

yang berbeda. Rute ini memperluas gradien ke lapisan yang lebih rendah, yang 

memperbaiki masalah gradien yang hilang. 

 

3.2.4 Feature-Map Exploitation Based CNN 

CNN menjadi populer untuk tugas-tugas machine learning karena kemampuannya untuk 

melakukan pembelajaran hierarkis dan ekstraksi fitur otomas[20]. Kinerja modul 

klasifikasi, segmentasi, dan deteksi sangat dipengaruhi oleh pemilihan fitur. CNN memilih 

fitur secara dinamis dengan menyesuaikan bobot yang terkait dengan kernel, yang juga 

dikenal sebagai mask. Selanjutnya, tahap ekstraksi fitur yang berbeda dilakukan, 

memungkinkan untuk berbagai jenis fitur (dikenal sebagai peta fitur atau saluran dalam 

CNN). Namun, beberapa peta fitur memiliki sedikit atau tidak memiliki fungsi dalam 

diskriminasi objek. Kumpulan fitur yang berlebihan dapat memberikan efek noise, yang 

menyebabkan jaringan menjadi terlalu pas. Hal ini menyiratkan bahwa, selain rekayasa 

jaringan, pemilihan peta fitur dapat memainkan peran penting dalam meningkatkan 

generalisasi jaringan. 

 

3.2.5 Multi-Connection Depending on the Width 

Selama perkembangan CNN, penekanannya terutama pada peningkatan potensi kedalaman 

dan efisiensi koneksi dalam regularisasi jaringan selama tahun 2012 hingga 2015. 

Kawaguchi [21] pada tahun 2019, menemukan bahwa lebar jaringan juga sama pentingnya. 

Hal ini menyiratkan bahwa, selain kedalaman, lebar merupakan komponen penting dalam 

mengembangkan filosofi pembelajaran. Hal ini menunjukkan bahwa jaringan saraf dengan 

fungsi aktivasi ReLU harus cukup lebar untuk mempertahankan properti aproksimasi 

universal sambil juga meningkatkan kedalaman. Salah satu masalah penting dengan 

arsitektur jaringan saraf dalam adalah bahwa beberapa lapisan mungkin gagal mempelajari 

fitur-fitur yang berharga. Meskipun menumpuk banyak lapisan (meningkatkan kedalaman) 

dapat mempelajari representasi fitur yang bervariasi, hal ini tidak selalu meningkatkan 

kekuatan pembelajaran neural network. Selain itu, setiap jaringan dalam tidak dapat secara 

sewenang-wenang memperkirakan kelas fungsi kontinu pada himpunan jika lebar 

maksimum jaringan tidak lebih besar dari dimensi input. Oleh karena itu, fokus penelitian 

beralih dari desain yang dalam dan sempit ke arsitektur yang lebar dan tipis untuk 

mengatasi masalah ini. 
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Karena kapasitasnya untuk ekstraksi fitur otomatis dan pembelajaran hirarkis, CNN telah 

mendapatkan popularitas untuk aplikasi pembelajaran mesin.[20]. Pemilihan fitur memiliki 

dampak besar pada seberapa baik modul deteksi, segmentasi, dan klasifikasi bekerja. CNN 

menggunakan bobot yang terkait dengan kernel, yang sering disebut sebagai mask, untuk 

memilih fitur secara dinamis. Selanjutnya, banyak fase ekstraksi fitur yang dilakukan, 

memungkinkan pembuatan berbagai jenis fitur (kadang-kadang disebut sebagai peta fitur 

atau saluran CNN). Namun, peta fitur tertentu hanya memberikan sedikit atau bahkan tidak 

ada gunanya dalam diskriminasi objek. Jaringan dapat menjadi terlalu banyak fitur sebagai 

akibat dari efek noise yang ditimbulkan oleh kumpulan fitur yang ekstensif. Hal ini 

menunjukkan bahwa pemilihan peta fitur dapat menjadi faktor yang signifikan dalam 

meningkatkan generalisasi jaringan selain rekayasa jaringan. 

 

3.2.6 Exploitation-Based Feature-Map CNN 

Karena kapasitasnya untuk melakukan pembelajaran hierarkis dan ekstraksi fitur otomatis, 

CNN telah menjadi solusi dalam masalah visi komputer[22]. Kinerja modul klasifikasi, 

segmentasi, dan deteksi sangat dipengaruhi oleh pemilihan fitur. CNN memilih fitur secara 

dinamis dengan menyesuaikan bobot yang dihubungkan dengan kernel, yang juga dikenal 

sebagai mask. Selain itu, banyak fase ekstraksi fitur yang digunakan dalam CNN untuk 

menambang berbagai jenis fitur. Namun, beberapa peta fitur memiliki sedikit atau tidak 

ada signifikansi dalam diskriminasi objek. Kumpulan fitur yang sangat besar dapat 

memberikan efek noise, menyebabkan jaringan menjadi overfiting. Hal ini menyatakan 

bahwa, selain rekayasa jaringan, pemilihan peta fitur menjadi sangat penting dalam 

meningkatkan generalisasi jaringan.  

 

3.2.7 CNN Based on Attentions 

Tingkat abstraksi yang beragam memainkan peran penting dalam menentukan daya 

diskriminasi Jaringan Saraf Tiruan. Hirarki abstraksi yang berbeda yang berfokus pada 

atribut yang relevan dengan lokalisasi dan pengenalan gambar memainkan peran penting 

dalam pembelajaran. Efek ini dikenal sebagai perhatian dalam sistem visual manusia. 

Manusia dapat melihat pemandangan apa pun dengan mengintegrasikan pandangan parsial 

dan berfokus pada aspek yang relevan dengan konteks. Pendekatan ini berfokus pada 

wilayah tertentu dan memahami berbagai interpretasi item di tempat tertentu, sehingga 

meningkatkan penangkapan struktur visual. Recurrent Neural Network (RNN) [23], [24], 

[25] dan Long Short TermMemory (LSTM) menggabungkan interpretasi yang kurang lebih 

sebanding. Jaringan RNN dan LSTM menggunakan modul perhatian sebagai fitur 

progresif[26], dan pencicip baru diberi bobot berdasarkan pengulangannya di putaran 

sebelumnya. Konsep perhatian dalam jaringan saraf convolutional digunakan oleh berbagai 

ahli untuk meningkatkan representasi dan mengatasi keterbatasan komputasi. Konsep 

perhatian ini juga berkontribusi pada CNN yang cukup cerdas untuk membedakan item 

bahkan dalam latar belakang yang sibuk dan skenario yang kompleks. 

 

3.2.8 Dimension-Based CNN 

Lapisan konvolusi klasik mengkodekan informasi saluran dan spasial secara bersamaan, 

tetapi secara komputasi mahal. Efisiensi konvolusi biasa ditingkatkan dengan 

diperkenalkannya konvolusi yang dapat dipisahkan (atau dapat dipisahkan berdasarkan 

kedalaman), yang mengkodekan informasi spasial dan channel-wise secara terpisah 

menggunakan konvolusi point-wise dan depth-wise. Faktorisasi ini jauh lebih efisien, tetapi 

menempatkan beban komputasi yang cukup besar pada konvolusi point-wise, 

menjadikannya hambatan komputasi[27].  

 

 

 

 

 



 

5 

 

3.3. Ringkasan CNN untuk pemprosesan gambar 

CNN untuk pemprosessan gambar terus berkembang dari waktu ke waktu, karena banyak 

penelitian yang terus dikembangkan untuk memperoleh model yang baru yang lebih baik. 

Berikut ini Tabel 1 Ringkasan CNN untuk pemprosesan gambar [28] : 

 

Jenis 

Neural  

Network 

 

Rangking 1 

 

Rangking 5 

Jumlah 

Layer 

Proses 

(G-Ops) 

AlexNet 39,7% 18,9% 8 70 M 

 

ZF Net 37,50% 14,8% 8 70 M 

VGG Net 

 

25,60% 8,10% 19 155 M 

GoogLeNet 29,00% 9,20% 22 10 M 

 

Inception-v3 21,20% 5,60 % 101 35 M 

 

Inception-v4 20,00% 5 % 152 35 M 

 

Inception-ResNet-v2 19,90% 4,90% 467 65 M 

ResNet-152 19,38% 4,49 % 152 65 M 

 

3.3.1.  AlexNet 

Jaringan syaraf pertama yang memenangkan kompetisi klasifikasi gambar ILSVRC adalah 

AlexNet [29] pada tahun 2012, dengan error ke-5 teratas sebesar 15,31%. Sebagai 

perbandingan, metode yang tidak menggunakan jaringan syaraf tiruan convolutional 

mendapatkan kesalahan klasifikasi sebesar 26,1%. AlexNet mengumpulkan teknologi terbaru 

pada saat itu untuk meningkatkan jaringan. Kemudian pada penelitian Eldem at al [30] tahun 

2023 mengembangkan Alexnet. Mengusulkan enam variasi arsitektur AlexNet yang berbeda 

dengan jumlah lapisan konvolusi, pooling, dan aktivasi ReLU yang berbeda untuk klasifikasi 

gambar luka. Variasi ini mencakup 3Conv_Softmax, 3Conv_SVM, 4Conv_Softmax, 

4Conv_SVM, 6Conv_Softmax, dan 6Conv_SVM. Dengan membandingkan kinerja model 

yang diusulkan dengan metode Deep Learning (DL) tradisional pada dataset yang sama. 

Hasilnya menunjukkan bahwa model 6Conv_SVM adalah yang paling sukses, mencapai 

akurasi 98,85%, sensitivitas 98,86%, dan spesifisitas 99,42%. 

 

 
Gambar 2. Arsitektur Alexnet 

 

3.3.2. ZF Net 

Jaringan syaraf tiruan convolutional ZF Net [31] adalah pemenang ILSVRC 2013 dengan error 

ke-5 teratas sebesar 14,8%. Pencapaian utama dari arsitektur ini adalah penciptaan teknik 

visualisasi filter (jaringan dekonvolusional). Untuk mempelajari perilaku filter pada gambar 

tertentu menggunakan jaringan saraf terlatih, terlebih dahulu membuat output jaringan, di 
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lapisan filter yang dipelajari semua bobot = 0, kecuali bobot filter itu sendiri, dan kemudian 

menerapkan aktivasi yang dihasilkan ke jaringan. Jaringan secara konsisten menggunakan 

operasi Unpooling ReLU dan penyaringan. Operasi Unpooling mengembalikan sebagian input 

dari lapisan sub-sampling yang sesuai dengan mengingat koordinat yang telah dipilih oleh 

lapisan sub-sampling. Operasi ReLU adalah lapisan biasa yang menggunakan fungsi ReLU. 

Lapisan pemfilteran melakukan operasi konvolusi dengan bobot dari lapisan konvolusi yang 

sesuai, tetapi bobot setiap filter "dibalik" secara vertikal dan horizontal. Dengan demikian, 

aktivasi awal filter bergerak pada arah yang berlawanan sampai ditampilkan dalam ruang 

gambar asli. Arsitektur jaringan yang dipertimbangkan ditunjukkan pada Gambar berikut ini: 

 
 

Gambar 3. Arsitektur Alexnet 

3.3.3. VGG Net 

VGG Net adalah model jaringan syaraf tiruan convolutional yang memenangkan kompetisi 

klasifikasi gambar tahun 2014[32]. VGG Net yang mengekstrak fitur visual multi-skala dan 

berbutir halus, yang menunjukkan kinerja kompetitif dalam klasifikasi gambar. Dalam jaringan 

ini, mereka menolak untuk menggunakan filter yang lebih besar dari 3x3. Karena dalam 

penelitian membuktikan bahwa lapisan filter 7x7 setara dengan tiga lapisan dengan filter 3x3, 

dan dalam hal ini 55% lebih sedikit parameter yang digunakan. Demikian pula, lapisan filter 

5x5 setara dengan dua lapisan dengan filter 3x3, yang menghemat 22% parameter jaringan. 

Fitur arsitektur dan organisasi internal jaringan saraf ini ditunjukkan pada Gambar 4.  

 

 
 

Gambar 4. Variasi yang berbeda dari arsitektur jaringan syaraf tiruan convolutional VGG Net 

 

3.3.4. Inception (GoogleNet) 
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Jaringan saraf konvolusi Inveption-v1 adalah pemenang kompetisi ILSVRC 2014 dengan error 

ke-5 teratas sebesar 6,7%, juga dikenal sebagai GoogleNet. Penelitian Szegedy [33] tahun 2014 

memperkenalkan arsitektur Inception, jaringan saraf konvolusional mendalam yang mencapai 

performa canggih dalam klasifikasi dan deteksi gambar. Berangkat dari fakta bahwa setelah 

setiap lapisan jaringan perlu membuat pilihan apakah lapisan berikutnya akan menjadi 

konvolusi dengan filter 3x3, 5x5, 1x1 atau lapisan subsampling. Masing-masing lapisan ini 

berguna – filter 1x1 mengungkapkan korelasi antar saluran, sementara filter yang lebih besar 

merespons ke lebih banyak fitur global, dan lapisan subsampling mengurangi dimensi tanpa 

kehilangan banyak informasi. Untuk menghindari peningkatan jumlah parameter, digunakan 

konvolusi 1x1 di depan setiap konvolusi lapisan, yang mengurangi jumlah peta fitur. Blok 

lapisan seperti itu disebut modul Inception. Gao [34] mengusulkan model residu-inception yang 

ringan dan mempertahankan akurasi tinggi sekaligus mengurangi parameter dan kecepatan 

pelatihan. Kemudian Alom [35] menggabungkan arsitektur Inception dengan lapisan 

konvolusional berulang untuk menciptakan Inception Recurrent Convolutional Neural Network 

(IRCNN), yang mengungguli model populer lainnya dalam tugas pengenalan objek. Fitur 

arsitektur jaringan saraf ini ditunjukkan pada Gambar 5. 

 

 

Gambar 5. Arsitektur Inception (GoogleNet) 

 

3.3.5. ResNet 

Pemenang kompetisi ILSVRC 2015 dengan error ke-5 teratas sebesar 3,57% adalah kumpulan 

enam jaringan tipe ResNet (Jaringan Residu), yang dikembangkan di Microsoft Research. 

Penulis ResNet telah memperhatikan bahwa dengan penambahan lapisan baru, kualitas model 

tumbuh hingga batas tertentu (lihat VGG-19), dan kemudian mulai menurun. Masalah ini 

disebut masalah degradasi, penurunan akurasi pada set validasi. ResNet, perpanjangan kuat dari 

CNN, telah menjadi subjek berbagai penelitian yang bertujuan untuk meningkatkan kinerjanya. 

Shen 2017 [36]mengusulkan pola konektivitas baru yaitu spare residual network (SRN) yang 

mengungguli arsitektur yang ada. Dan Bose pada tahun 2021 [37] memperkenalkan ResCNN, 

sebuah alternatif dari CNN yang penerapannya mencapai tingkat pembelajaran yang lebih 

tinggi tanpa mengurangi akurasi. Fitur arsitektur jaringan saraf ini ditunjukkan pada Gambar 6. 

 

Gambar 6. Arsitektur ResNet 
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3.3.6. Inception-v4 and Inception-ResNet 

Setelah keberhasilan penerapan jaringan saraf konvolusional ResNet, versi jaringan Inception 

berikut diperkenalkan: Inception-v4 dan Inception- ResNet. Dalam kedua kasus tersebut, modul 

Inception dibagi menjadi modul A, B, dan C. Pada Inception-v4, inovasi utama adalah 

penggantian Max Pooling dengan Average Pooling pada modul Inception itu sendiri. Untuk 

Inception-ResNet, melewatkan koneksi telah ditambahkan ke modul Inception. Dua versi 

jaringan dirancang Inception-ResNet-v1, yang memerlukan lebih sedikit komputasi, dan 

Inception-ResNet-v2 masing-masing 35x35, 17x17, dan 8x8. McNeely-White 2019 [38] 

menemukan bahwa Inception dan ResNet memiliki karakteritik yang sama dalam hal ekstraksi 

fitur dari gambar. Fitur arsitektur jaringan saraf ini ditunjukkan pada Gambar 7. 

 

Gambar 7. Arsitektur Inception-v4 and Inception-ResNet 

 

3.4. Trend CNN Terkini untuk Pemprosesan Gambar 

Penggunaan Convolutional Neural Networks (CNN) dalam pemrosesan gambar adalah bidang yang 

berkembang pesat, dengan fokus pada kemajuan arsitektur dan aplikasi praktis. Berikut ini 

penjelasan tentang penelitian dengan pengembangan metode CNN dalam pemprosesan gambar 

yang diambil dari junal bereputasi. Hal ini dapat dijadikan sebagai referensi untuk pengembangan 

penelitian lebih lanjut. 
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UCMerced-

LandUse-

Captions, 

Sydney-

Captions, 

RSICD, dan 

NWPU-

RESISC45-

Captions. 

Metode ini berhasil 

mengatasi kompleksitas 

semantik dan 

meningkatkan 

korespondensi antara 

gambar pemantauan jarak 

jauh dan teks dengan 

memperbarui fitur visual 

dan tekstual. 

2. 

[11] 

2021, 

IEEE 

Transactions 

Weiwei, 

Shutao Li 

Deep Hashing 

convolutional 

UCMD, 

WHU-RS, 

dan AID 

Metode ini mampu 

mengatasi beberapa 

tantangan dalam 
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On 

Geoscience 

And Remote 

Sensing 

and Jón Atli 

Benediktsson 

neural network 

(DHCNN) 

pengambilan gambar 

jarak jauh yang visual 

dan semantik, 

menghasilkan hasil 

pengambilan gambar 

yang lebih baik dengan 

resolusi objek yang sulit 

dan jarak jauh. Selain itu, 

DHCNN juga mampu 

melakukan klasifikasi 

label semantik dari 

gambar yang serupa 

secara akurat. 

3. 

[40] 

2021, IEEE 

Acces 

Surajit 

Saikia, Laura 

Fernández-

Robles, 

Eduardo 

Fidalgo 

Fernández, 

Enrique 

Alegre 

CNN Features and 

Colour Models 

COIL-100, 

INSTRE-M, 

Paris 6K, 

dan 

Revisiting 

Paris 6K. 

Metode ini berhasil 

menghasilkan deskriptor 

neural warna yang efektif 

untuk instance retrieval. 

Mengatasi tantangan 

dalam mengambil 

gambar yang identik, 

terutama dalam kasus di 

mana objek memiliki 

penampilan yang mirip 

tetapi warna, sudut 

pandang, atau kondisi 

pencahayaan yang 

berbeda. 

4. 

[41] 

 

2023, IEEE 

Acces 

Digital 

Object 

Identifier 

Shutao Tan, 

Liang Dong, 

Min Zhang, 

Ye Zhang 

Content-based 

image retrieval 

(CBIR) dan Deep 

Learning CNN. 

Model pre-trained 

Mask R-CNN, 

Konvolusi ResNet 

atau VGG 

 

Textile 

images 

displayed at 

the 

International 

Textile 

Fabric Expo 

in China 

Textile City. 

Metode ini berhasil 

meningkatkan akurasi 

pengambilan gambar 

tekstil, terutama dalam 

mengatasi gangguan latar 

belakang dan fitur lokal 

yang berulang dalam 

gambar tekstil. 

5. 

[42] 

 

2019, IEEE 

Acces 

Digital 

Object 

Identifier 

Famao Ye, 

Meng Dong, 

Wei Luo, 

Xiaoyong 

Chen, 

Weidong 

Min 

Convolutional 

Neural Network 

(CNN, Ekstraksi 

fitur manual : 

Zernike Moments, 

Haralick, dan 

Global-Local 

Pyramid Pattern 

(GLPP) 

University 

of 

California, 

Merced 

dataset 

(UCMD) 

dan 

PatternNet 

Pengembangan metode 

re-ranking berbasis 

jaringan saraf 

konvolusional (CNN) 

untuk pengambilan 

gambar berbasis konten 

untuk citra penginderaan 

jauh. Metode ini 

menggunakan dua jarak 

gambar-ke-kelas: jarak 

gambar-ke-kelas 

pelatihan dan jarak 

gambar-ke-kelas kueri 

6. 

[43] 

2022, IEEE 

Geoscience 

and Remote 

Sensing 

Letters 

Famao Ye, 

Wei Luo, 

Meng Dong, 

Dajun Li, 

CNN with 

Content-based 

remote sensing 

image retrieval 

(RSIR) 

University 

of 

California, 

Merced data 

set (UCMD) 

Pengembangan metode 

content-based remote 

sensing image retrieval 

(RSIR) menggunakan 

aturan fuzzy dan jarak 
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and Weidong 

Min 

menggunakan 

aturan fuzzy dan 

jarak fuzzy 

fuzzy. Metode ini 

bertujuan untuk 

mengurangi waktu 

pencarian secara 

keseluruhan dengan 

mempertahankan kinerja 

pengambilan gambar 

yang tidak terpengaruh. 

7. 

[44] 

2022, IEEE 

Transactions 

on 

Computers 

Yingying Li, 

Jianfeng Ma 

, Yinbin 

Miao , 

Huizhong Li, 

Qiang Yan, 

YueWang , 

Ximeng Liu, 

and Kim-

Kwang 

Raymond 

Choo 

pre-trained 

Convolutional 

Neural Network 

(CNN) with an 

encrypted index 

based on the K-

means clustering 

algorithm to 

improve retrieval 

efficiency 

Caltech256 

database 

Pengembangan skema 

Dynamic Verifiable 

Retrieval over Encrypted 

Images (DVREI) yang 

bertujuan untuk 

meningkatkan akurasi, 

efisiensi, dan verifikasi 

hasil pencarian gambar 

terenkripsi. Temuan 

utama meliputi 

penggunaan pre-trained 

Convolutional Neural 

Network (CNN) untuk 

mengekstrak fitur 

gambar, konstruksi 

indeks terenkripsi 

berdasarkan algoritma 

pengelompokan K-means 

untuk meningkatkan 

efisiensi pencarian. 

 

4. Simpulan dan Penutup 

Dalam studi literatur ini, beberapa penelitian membahas bahwa CNN telah terbukti efektif mengatasi 

kompleksitas semantik dan meningkatkan korespondensi antara gambar dengan resolusi objek yang 

sulit bahkan gambar dengan bentuk yang mirip tetapi warna, sudut pandang, atau kondisi pencahayaan 

yang berbeda. CNN juga berhasil mengatasi gangguan latar belakang gambar dan fitur lokal yang 

berulang. Namun CNN juga memiliki kelemahan dalam mengestrak gambar dengan tingkat resolusi 

yang rendah yang mengakitbatkan rentan terhadap overfitting karena jumlah parameter yang tinggi 

digunakan dalam model. CNN juga membutuhkan jumlah data yang besar untuk melatih model yang 

efektif sehingga memerlukan komputasi yang besar, terutama ketika digunakan pada gambar dengan 

resolusi tinggi atau dalam arsitektur yang lebih dalam. Hal Ini membuat proses pelatihan dan inferensi 

menjadi mahal dari segi komputasi, membutuhkan sumber daya perangkat keras yang lebih kuat. 

Sebagai rekomendasi untuk pengembangan model jaringan saraf konvolusional yang paling efektif 

untuk ekstraksi gambar, klasifikasi gambar, dan analisis fitur arsitekturalnya maka disarankan 

melakukan lebih banyak lagi percobaan untuk mengeneralisasi dan menganalisis hasil efisiensi 

penggunaan jaringan saraf dengan metode atau algoritma lainnya (Tabel 1 dan Tabel 2) untuk 

menemukan metode terbaik dalam mengatasai kelemahan CNN dalam pemprosesan gambar. 
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